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ABSTRACT

Classification is the process of identifying and grouping an object into the same group or category Classification
can be used to group a large-sized dataset, and some commonly used classification methods are CART
(Classification And Regression Tree) and Naive Bayes. This study discusses the comparison of CART and Naive
Bayes methods by measuring accuracy, precision, recall, and fl-score values with 3 scenarios of training and
testing dataset distribution. Accuracy, precision, recall, and fl-score measurements are performed using a
confusion matrix. The scenarios for training and testing dataset division are 70%, 80%, and 90% of the training
dataset. From the results of the study, CART has the highest average accuracy and fl-score of 79.616% and
57.636% respectively, while the highest average accuracy and fl-score of Naive Bayes are 75.104% and
62.004% respectively.
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ABSTRAK

Klasifikasi adalah proses identifikasi dan pengelompokan suatu objek ke dalam kelompok atau kategori yang
sama. Klasifikasi dapat digunakan untuk mengelompokkan suatu dataset yang berukuran besar, beberapa contoh
metode klasifikasi yang umum digunakan adalah CART (Classification And Regression Tree) dan Naive Bayes.
Penelitian ini membahas mengenai perbandingan metode CART dan Naive Bayes dengan mengukur nilai
akurasi, presisi, recall, dan fl-score dengan 3 skenario pembagian dataset latih dan uji. Pengukuran akurasi,
presisi, recall, dan f1-score dilakukan menggunakan confusion matrix. Skenario pembagian dataset latih dan uji
adalah 70%, 80%, dan 90% dataset latih. Dari hasil penelitian, CART memiliki rata-rata akurasi dan fl-score
tertinggi berturut-turut sebesar 79,616% dan 57,636%, sedangkan rata-rata akurasi dan fl1-score tertinggi Naive
Bayes berturut-turut adalah 75,104% dan 62,004%.

Kata Kunci: Klasifikasi, CART, Naive Bayes, Confusion Matrix.
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1. PENDAHULUAN
1.1. Latar Belakang

Customer churn adalah suatu fenomena dimana
seorang pelanggan berhenti menggunakan layanan
atau produk dari suatu perusahaan pada periode
waktu tertentu dan kemudian berpindah ke
perusahaan pesaing. Costumer churn akan menjadi
masalah serius jika tidak ditangani secara serius
dikarenakan costumer churn dapat mempengaruhi
pertumbuhan suatu perusahaan, selain itu fenomena
customer churn secara besar-besaran
mengindikasikan terdapat kesalahan dalam layanan
atau produk yang disediakan (Irmanda et al., 2019).

Banyak perusahaan berusaha mempertahankan
pelanggan lama dan  menghindari  churn
dikarenakan cost atau biaya yang dikeluarkan
perusahaan untuk memperoleh pelanggan baru jauh
lebih tinggi dibandingkan dengan cost yang
diperlukan untuk mempertahankan pelanggan lama
yang ada (Ahn et al., 2020), berdasarkan fakta
tersebut maka tindakan penanganan customer churn
yang sesuai dapat menekan pengeluaran suatu
perusahaan dan penanganan yang salah dapat
membuat pengeluaran suatu perusahaan meningkat
sekaligus menghambat pertumbuhan perusahaan
(Bagul et al., 2021).

Dalam usaha  mempertahankan  pelanggan,
perusahaan banyak melakukan cara untuk
mencegah churn. Salah satunya adalah dengan
memanfaatkan teknik data mining untuk melakukan
klasifikasi kelompok pelanggan mana yang
berpotennsi untuk melakukan churn (Hanifa et al.,
2017). Data mining adalah teknik untuk melakukan
pengumpulan dan pencarian pola dalam data.
Klasifikasi atau prediksi adalah satu dari banyak
metode dalam data mining yang digunakan untuk
melakukan pengelompokan pelanggan mana yang
berpotensi melakukan churn. Metode Kklasifikasi
diperlukan untuk mengolah data yang berukuran
besar, semakin besar dimensi data maka semakin
tinggi akurasi yang dapat dihasilkan namun
semakin lama dan kompleks proses Kklasifikasi
tersebut dilakukan. Terdapat banyak metode
klasifikasi dalam data mining dan tiap-tiap metode
memiliki keunggulan dan kelemahanya masing-
masing.

Metode klasifikasi paling umum adalah metode
pohon keputusan dan metode bayesian. CART
adalah salah satu metode dari teknik pohon
keputusan yang dikembangkan untuk proses
analisis klasifikasi data kategorik dan numerik,
CART terdiri dari dua metode yaitu metode pohon
regresi dan pohon Klasifikasi (Prabawati et al.,
2019). Naive Bayes adalah metode klasifikasi
berdasarkan teorema Bayesian yang digunakan
untuk membuat sebuah prediksi probabilitas label
tertentu, Naive Bayes banyak digunakan karena
efisiensi dan kemampuanya menggabungkan
probabilitas dari banyak fitur (Riyanto et al., 2021).
Pada penelitian ini, CART dan Naive Bayes dipilih
untuk dibandingkan akurasinya dalam melakukan

308

Vol (9) No, (2) 2023, 307-318

klasifikasi kasus customer churn. Kedua metode
tersebut dipilih berdasarkan alasan kemudahan
penggunaan, tingkat akurasi yang tinggi, dan
kecocokan metode dengan jenis data yang
digunakan.

Pada beberapa penelitian sebelumnya (Praningki &
Budi, 2018)(Novendri & Andreswari, 2021),
metode yang digunakan untuk melakukan validasi
dan pengukuran hasil akurasi adalah dengan
menggunakan confusion matrix. Confusion matrix
digunakan untuk melakukan pengukuran performa
suatu metode Kklasifikasi dengan membandingkan
nilai aktual dan nilai prediksi dari hasil metode
Klasifikasi. Berdasarkan uraian tersebut, penelitian
akan berfokus pada perbandingan metode CART
dan Nalve Bayes. Kedua metode tersebut dipilih
karena tingkat akurasinya yang relatif tinggi. Dalam
penelitian ini akan digunakan beberapa rasio
pembagian dataset latih dan uji yang telah
ditentukan untuk digunakan dalam metode
klasifikasi, tujuan dilakukanya hal tersebut adalah
untuk menguji pengaruh rasio pembagian dataset
latih dan dataset uji terhadap tingkat akurasi metode
Klasifikasi.

1.2. Tinjuan Pustaka
a.  Penelitian Terdahulu

Penelitian terdahulu adalah studi yang dilakukan
sebelumnya dan berfungsi sebagai acuan dalam
penelitian ini. Dalam acuan tersebut, diambil
beberapa teori dan metode dari penelitian
sebelumnya. Beberapa referensi yang digunakan
dalam penelitian ini menggunakan dataset Telco
Customer Churn dan menerapkan metode Naive
Bayes sebagai metode data mining (Kaharudin et
al., 2019) (Sjarif et al., 2019) (Halibas et al., 2019)
(Hadyan Tisantri et al., 2019) (Yulianti & Saifudin,
2020) (Nalatissifa & Pardede, 2021).

Selain itu, dalam penelitian ini juga digunakan
beberapa referensi yang membantu dalam
melakukan perbandingan antara metode CART dan
Naive Bayes (Subarkah et al., 2017) (Praningki &
Budi, 2018) (Insan et al., 2020). Referensi-referensi
tersebut memberikan kontribusi berharga dalam
analisis keseluruhan penelitian.

Berdasarkan hasil penelitian-penelitian terdahulu,
ditemukan bahwa jumlah dan jenis atribut dalam
dataset dapat memengaruhi tingkat akurasi metode
data mining yang sedang dibandingkan. Oleh
karena itu, penelitian lebih lanjut perlu dilakukan
untuk membandingkan metode data mining yang
lebih baik dalam melakukan Klasifikasi pada jenis
data yang berbeda.

b.  Customer Churn

Definisi customer churn adalah fenomena dimana
pelanggan berhenti menggunakan layanan atau
produk dari suatu perusahaan untuk periode waktu
tertentu. Pelanggan yang melakukan churn akan
berpindah dari satu perusahaan ke pesaing lainnya,
hal ini adalah tantangan utama bagi persaingan
perusahaan yang kompetitif (Irmanda et al., 2019).
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c. Data Mining

Data mining adalah proses penggalian informasi
yang berguna dari sebuah kumpulan data yang
berukuran besar yang melibatkan analisis data dan
penemuan pengetahuan dari database dengan
menggunakan  pendekatan  multi-sisi  yang
mencangkup analisis statistic, visualisasi data,
penemuan pengetahuan, pengenalan pola dan
manajemen basis data (Nikmatun & Waspada,
2019).

Data mining dalam proses Knowledge Discovery in
Database (KDD) dilakukan dengan langkah-
langkah sebagai berikut (Pradana, 2018): (1)Data
cleaning, (2)Data integration, (3)Data selection,
(4)Data transformation, (5)Data mining, (6)Pattern
evaluation, (7)Knowledge representation.

Data mining dapat dilakukan dengan berbagai
macam teknik yang berbeda berdasarkan dari hasil
mining. Secara umum terdapat tiga jenis teknik
yang dapat digunakan dalam data mining untuk
mengolah data untuk dipelajari yaitu (Novendri &

Andreswari, 2021): (1)Supervised Learning,
(2)Unsupervised  Learning,  (3)Semisupervised
Learning.

d. Kilasifikasi

Klasifikasi adalah bagian dari teknik supervised
learning yang bertujuan untuk melakukan analisa
terhadap dataset latih dan mengembangkan sebuah
model yang dapat melakukan prediksi untuk
memperkirakan kelas yang tidak diketahui dari
suatu objek(Tangirala, 2020). Dalam proses
klasifikasi data terdapat dua data yang digunakan
yaitu: dataset latih (training dataset), atau dataset
berlabel yang digunakan saat proses pelatihan untuk
membangun model, dan dataset uji (testing dataset)
atau dataset tak berlabel yang digunakan untuk
memprediksi labelnya dan menentukan tingkat
akurasi dari sebuah model. Rasio pembagian
dataset latih dan uji secara umum adalah dataset
latih lebih besar dari dataset uji dan rasio dataset
latih yang sering digunakan bervariasi pada rentang
pembagian 70-90% (Alverina et al.,
2018)(Praningki & Budi, 2018)(Novendri &
Andreswari, 2021).

e.  Hyperparameter Tuning

Hyperparameter dalam pembelajaran mesin adalah
jenis variabel yang dapat diatur secara langsung
sebelum proses pelatihan model oleh pengguna
untuk mengatur proses pembelajaran, sementara itu
parameter atau parameter model adalah jenis
variabel yang didapatkan oleh model saat proses
pelatihan (Mantovani et al., 2018)(Yu & Zhu,
2020). Tuning dilakukan untuk mengoptimalkan
model dari suatu pembelajaran mesin (Elgeldawi et
al., 2021).

Contoh hyperparameter yang digunakan pada
CART adalah jumlah sample untuk percabangan
(min sample split) dan jumlah daun (min sample
leaf) (Mantovani et al, 2018). Contoh
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hyperparameter Naive Bayes adalah jenis
smoothing dan jenis teknik yang digunakan. Contoh
parameter pada CART adalah threshold pada setiap
cabang, dan contoh parameter pada Naive Bayes
adalah nilai likelihood tiap atribut dan prior tiap
kelas.

Penelitian ini menggunakan hyperparameter tuning
dengan melakukan percobaan menggunakan grid
search (Mantovani et al., 2018). Laplace dan

Lidstone Smoothing digunakan sebagai
hyperparamater tuning untuk Naive Bayes, jumlah
sample percabangan digunakan sebagai

hyperparameter tuning untuk CART dengan nilai
sample yang digunakan diantara 1 hingga 40 dan
jumlah daun yang digunakan diantara 1 hingga 20
(Mantovani et al., 2018).

f.  Smoothing

Smoothing adalah teknik untuk menyesuaikan
estimasi probabilitas dari suatu model untuk
mengatasi data yang tidak ada pada saat pelatihan
model, tanpa smoothing probabilitas dapat bernilai
0 jika menemukan data yang tidak muncul saat
pelatihan (Yang & Shami, 2020). Probabilitas 0
dapat menyebabkan masalah saat melakukan
klasifikasi data. Selain untuk menghindari
probabilitas 0, smoothing dapat meningkatkan
performa suatu metode (Setyaningsin &
Listiowarni, 2021).

Laplace smoothing adalah teknik smoothing yang
sering digunakan pada metode Naive Bayes, nama
lain laplace smoothing adalah add-one smoothing
dikarenakan tekniknya menambahkan nilai alpha 1
pada setiap token frekuensi (Setyaningsih &
Listiowarni, 2021). Teknik smoothing lain adalah
lidstone smoothing yang menggunakan prinsip
serupa dengan laplace smoothing dengan perbedaan
nilai alphanya yang lebih dari O dan kurang dari 1,
nilai alpha lidstone smoothing yang umum
digunaakan adalah 0.1 (Oseki et al., 2019).
Perhitungan pada saat proses smoothing dapat
dilihat pada Persamaan (1) (Vatanen et al., 2010)
(Yang & Shami, 2020).

xi+alpha

PX|Y) = 1)
Dimana xi adalah frekuensi kategori pada atribut x
dengan kelas y, x adalah total frekuensi atribut x
dengan kelas y, alpha adalah nilai smoothing yang
ditentukan, dan k adalah jumlah kelas atau label.

x+alphaxk

g. Binning

Binning adalah salah satu metode dalam
transformasi data untuk mengelompokkan data
kedalam bin atau kriteria tertentu. Metode ini
digunakan pada tahap persiapan data untuk metode-
metode Kklasifikasi seperti Naive Bayes. Metode
binning dilakukan dengan melakukan pemeriksaan
terhadap nilai-nilai yang ada pada sekelilingnya
(Nguyen & Zucker, 2019). Salah satu metode
binning adalah  equal-width  binning  yang
melakukan partisi berdasarkan jarak antar bin,
untuk melakukan binning berdasarkan jarak antar
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bin maka nilai maksimum dan minimum suatu data
harus diketahui, untuk mengetahui nilai maksimum
dan minimum dapat dilakukan dengan mengurutkan
data dari nilai terkecil ke terbesar. Setelah nilai
maksimum dan minimum diketahui maka jarak
dapat diketahui dengan menggunakan Persamaan

@).

Jarak = max — min

)
Jarak adalah rentang data terkecil ke terbesar, max
adalah nilai terbesar dalam dataset, dan min adalah
nilai terkecil dalam dataset. Untuk mengetahui
interval antar bin maka dapat dilakukan dengan
menggunakan Persamaan (3).

Jarak

Interval = - (3)
n bin

Interval adalah jarak antar bin dan n bin adalah
jumlah bin. Sedangkan untuk mengetahui batas
interval dapat dilakukan dengan menggunakan
Persamaan (4).

Batas Interval = min + (k — 1) * Interval (4)

Batas Interval adalah batas atas atau bawah untuk
tiap bin dan k adalah urutan bin. Selain digunakan
untuk mengelompokkan data, metode binning juga
digunakan untuk meminimalisasi kesalahan dan
meningkatkan akurasi dari model prediksi.

h.  Information Gain (1G)

IG adalah salah satu metode yang digunakan untuk
melakukan pemilihan atribut atau fitur dengan
mengidentifikasi atribut mana yang paling relevan
(Al-Harbi, 2019), Pemilihan atribut dilakukan
dengan melakukan ranking atribut berdasarkan nilai
IG terbesar ke terkecil dan mengesampingkan fitur
yang tidak memenuhi batas nilai 1G yang telah
ditentukan (Hasibuan & Marji, 2019).

Nilai IG didapatkan dari perhitungan total entropy
kriteria pada suatu atribut dikurangi dengan entropy
masing-masing Kriteria. Entropy merepresentasikan
tingkat heterogenitas dalam dataset, semakin tinggi
nilai entropy maka semakin tinggi tingkat
heterogenitas dalam dataset. Perhitungan entropy
dapat dilihat pada Persamaan (5).

Entropy(S) = — Y-, p; log, p; 5)

S adalah himpunan kasus, n adalah jumlah partisi S,
dan pi adalah proporsi Si terhadap S. Setelah
perhitungan entropy dilakukan, maka proses
perhitungan 1G dapat dilakukan dengan rumus yang
ditunjukan pada Persamaan (6).

Gain(S, A) = Entropy(S) — Z % .
i=1
(6)

S adalah himpunan kasus, A adalah atribut, n
adalah jumlah partisi atribut A, |Si| adalah proporsi
Si terhadap S, |S| adalah jumlah kasus dalam S,
Entropy(S) adalah entropy sebelum pemisah
(atribut), dan Entropy(Si) adalah entropy setelah
pemisah (kriteria).

Entropy(S;)
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Setelah IG tiap atribut telah dihitung maka dapat
dilakukan rangking dari atribut dengan nilai IG
terbesar ke terkecil, lalu nilai batas atau threshold
harus ditentukan untuk melihat atribut mana yang
memenuhi syarat untuk digunakan. Menurut
beberapa penelitian, terdapat beberapa metode
untuk menentukan nilai threshold yang diantaranya
adalah: (1)Menentukan nilai threshold secara
independent atau menggunakan nilai yang lebih
umum seperti 0,05 (Prasetiyowati et al., 2021),
(2)Menentukan n% dari atribut yang akan
digunakan (25%, 50%, 75% dari atribut) atau n
atribut tertinggi (10 atribut dengan nilai I1G
tertinggi) (Bolon-Canedo & Alonso-Betanzos,
2019).

i.  GiniIndex (GI)

Gl adalah suatu pengukuran yang menunjukkan
seberapa sering suatu elemen yang dipilih secara
acak dari sekumpulan elemen akan diberi label
yang salah jika diberi label secara acak sesuai
dengan distribusi label di subset(Ghasemi et al.,
2020). Gl juga digunakan sebagai salah satu metode
yang digunakan untuk melakukan pemilihan atribut
atau fitur dengan mengukut tingkat kemurnian
suatu fitur terhadap kelas yang ada(Al-Harbi,

2019). Perhitungan Gl dapat dilihat pada
Persamaan (7).
GI(S) =1 - XL, pi? ()

N adalah jumlah partisi dan pi adalah proporsi Si
terhadap S, jika atribut A pada sebuah data terbagi
menjadi dua kategori Al dan A2 maka perhitungan
Gl dapat dilihat pada Persamaan (8).

GI(A) == GI(A1) +~2 GI(A2) (8)

N1 adalah jumlah atribut A bernilai A1, N2 adalah
jumlah atribut A bernilai A2, dan N adalah jumlah
atribut A.

j. Classification And Regression Tree (CART)

CART adalah singkatan dari Classification And
Regression Trees (pohon klasifikasi dan regresi).
CART diperkenalkan oleh Breiman pada tahun
1984. Metode CART dapat membangun pohon
klasifikasi maupun pohon regresi. Pohon klasifikasi
dibangun olen CART dengan membagi atribut
secara biner. Index Gini digunakan untuk memilih
atribut yang akan dibagi. Metode CART juga
digunakan untuk analisis regresi menggunakan
pohon regresi. Fitur regresi dari CART dapat
digunakan untuk melakukan forecasting variabel
dependen yang memiliki kumpulan variabel
prediktor pada periode waktu tertentu (Arora et al.,
2017).

Kelebihan metode CART: CART dapat mengatasi
missing value secara otomatis menggunakan
surrogate splits, CART dapat menggunakan
kombinasi variabel diskrit dan kontinu, CART
secara otomatis melakukan seleksi variabel, CART
dapat membentuk interaksi antar variabel.
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Kekurangan metode CART: Pohon keputusan
CART mungkin tidak stabil, CART hanya dibagi
oleh satu variable, Non-parameter.

Adapun langkah-langkah metode CART adalah
(Jones & Makmun, 2021): (1)Menyusun calon
cabang (candidate split). Penyusunan dilakukan
pada semua variabel prediktor. Daftar yang berisi
calon cabang disebut calon cabang mutakhir.
(2)Menghitung nilai Gini calon cabang kanan dan
kiri, lalu menghitung Gini total untuk calon cabang
tersebut. (3)Menentukan calon cabang mana yang
akan dijadikan cabang dengan memilih calon
cabang dengan nilai Gini terkecil. Jika tidak
terdapat simpul keputusan, proses CART akan
dihentikan. Namun, jika terdapat simpul keputusan,
dilanjutkan kembali ke langkah kedua, dengan
terlebih dahulu membuang calon cabang yang
sudah  berhasil menjadi cabang sehingga
mendapatkan calon cabang mutakhir terbaru.

Perhitungan nilai Gini untuk calon cabang kanan
dan kiri dapat menggunakan Persamaan (8) dan
setelahnya untuk menghitung total Gini calon
cabang tersebut dapat menggunakan Persamaan (9)
(Praningki & Budi, 2018)(Insan et al., 2020).

k. Naive Bayes

Naive Bayes adalah metode klasifikasi statistik
yang menghitung kemungkinan kesamaan antara
kasus lama dan baru berdasarkan kasus, Naive
Bayes mampu memprediksi kelas keanggotaan
probabilistik dan memiliki akurasi tinggi dan
kecepatan yang baik jika diterapkan pada database
besar. Naive Bayes adalah metode supervised
learning yang berarti metode ini membutuhkan data
awal berupa dataset latih selama fase pembelajaran.
Teori dasar Naive Bayes adalah menghitung
probabilitas-probabilitas dari kategori dalam data
untuk mendapatkan perkiraan probabilitas dari
kategori yang diberikan, persamaan umum yang
digunakan untuk teorema naive bayes adalah seperti
pada Persamaan (9) (Praningki & Budi, 2018):

PX[Y)P(r) )

P(X)

X adalah kriteria suatu kasus berdasarkan masukan,
Y adalah kelas solusi pola label, P(Y|X) adalah
probabilitas kemunculan label kelas Y dengan
kriteria masukan X, P(X|Y) adalah probabilitas
kemunculan label kelas X dengan kriteria masukan
Y, P(Y) adalah probabilitas label kelas Y, dan P(X)
adalah probabilitas label kelas X.

P(Y|IX) =

l. Cross Validation

Cross validation adalah teknik yang digunakan
untuk melakukan evaluasi performa model dengan
membagi data yang ada kedalam set latihan dan
validasi lalu melatih model pada set latihan dan
mengevaluasinya dengan set validasi. Teknik ini
digunakan untuk mengestimasi kemampuan model
untuk menggeneralisasi data yang belum pernah
muncul sebelumnya(Widaningsih, 2019).
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K-fold cross validation adalah bentuk umum dari
cross validation, data dibagi menjadi k partisi dan
dilakukan iterasi pada k sebagai set validasi dan k-1
atau sisanya sebagai set latih (Utami et al., 2020).
Nilai k beragam dimana semakin besar nilai k maka
semakin baik hasil evaluasinya tetapi akan
meningkatkan cost atau waktu perhitungan, nilai k
yang umum digunakan adalah k=5 dan k=10
(Subarkah et al., 2017)(Widaningsih,
2019)(Hasnain et al., 2020).

m. Confusion Matrix
Confusion matrix adalah matriks untuk perhitungan

hasil klasifikasi. Confusion matrix berisi hasil
klasifikasi yang dapat digunakan untuk mengukur
performa model klasifikasi. Melalui confusion

matrix, akurasi, presisi, recall, dan fl-score dapat
diketahui. Metrik pengukuran dalam confusion
matrix dapat dibagi menjadi dua nilai, yaitu akurasi
dan tingkat error. Dengan mengetahui berapa
banyak data yang terklasifikasikan dengan benar
maka dapat diketahui akurasi hasil prediksi, dan
dengan mengetahui berapa banyak data yang
terklasifikasikan dengan salah maka dapat diketahui
tingkat error dari hasil prediksi (Santra & Christy,
2012).

Pada pengukuran performa model Klasifikasi
menggunakan confusion matrix, terdapat empat
nilai yang digunakan untuk merepresentasikan hasil
klasifikasi. Keempat nilai tersebut ialah True
Positive (TP), True Negative (TN), False Positive
(FP), dan False Negative (FN). True Positive adalah
jumlah data positif yang terdeteksi dengan benar,
Nilai True Negative adalah jumlah data negatif
yang terdeteksi dengan benar, False Positive adalah
jumlah data negatif yang terdeteksi sebagai data
positif, dan False Negative adalah jumlah data
positif yang terdeteksi sebagai data negatif.

Berdasarkan nilai True Positive (TP), True
Negative (TN), False Positive (FP), dan False
Negative (FN) dapat diperoleh nilai akurasi, error,
ketepatan dan  nilai  penarikan.  Akurasi
menggambarkan seberapa akurat metode dapat
mengklasifikasikan data secara benar. Dengan kata
lain, nilai akurasi adalah perbandingan antara data
yang terklasifikasikan benar dengan keseluruhan

data. Nilai akurasi dapat diperoleh dengan

Persamaan (10) (Hasnain et al., 2020).

Akurasi = ——%_ (10)
TP+TN+FP+FN

Presisi adalah rasio prediksi benar positif

dibandingkan dengan keseluruhan hasil yang

diprediksi positif, nilai presisi diperoleh dengan
Persamaan (11) (Hary Candana et al., 2021).
™ +100%

TP+FP

Recall adalah rasio prediksi benar positif

dibandingkan dengan keseluruhan data yang benar

positif, nilai presisi diperoleh dengan Persamaan

(12) (Hary Candana et al., 2021).
TP

TP+FN

Precision = (11)

Recall = *100% (12)



INFOTECH journal

TP(True Positive) adalah jumlah data positif yang
terklasifikasi benar untuk kelas ke-i, TN(True
Negative) adalah jumlah data negatif yang
terklasifikasi benar untuk kelas ke-i, FP(False
Positive) adalah jumlah data negatif namun
terklasifikasi dengan salah untuk kelas ke-i, dan
FN(False negative) adalah jumlah data positif
namun terklasifikasi dengan salah untuk kelas ke-i.

Fl-score adalah metrik pengukuran yang
mengkombinasikan presisi dan recall untuk
menghasilkan pengukuran tunggal yang

merepresentasikan keefektifan suatu klasifikasi, f1-
score adalah rata-rata dari presisi dan recall (Bolén-
Canedo & Alonso-Betanzos, 2019). fl-score
menyediakan hasil pengukuran dengan presisi dan
recall yang seimbang, perhitungan fl-score
dilakukan menggunakan Persamaan (13) (Hanifa et
al., 2017)(Novendri & Andreswari, 2021)(Halibas
et al., 2019)(Bolon-Canedo & Alonso-Betanzos,
2019).

2xprecisionxrecall

F1 score = (13)

precision+recall
1.3. Metodologi Penelitian

Metode penelitian berisi langkah-langkah yang
dilakukan dalam mengklasifikasikan customer
churn menggunakan metode CART dan Naive
Bayes serta membandingkan tingkat akurasinya.
Adapun tahapan dari metode penelitian ini adalah:
studi literature, pengumpulan data, pra-proses data,
tuning hyperparameter, pelatihan model, pengujian
model, dan analisis hasil seperti yang ada pada
Gambar 1.

Studi literatur H Pengumpulan data

Pembersihan data
Tranformasi data

pra-proses data

eleksi dafa (25%,
50%, 75%, 100%

feature

Tune the
hyperparameter
Pembagian data

latih dan uji (rasio
7:3, 8:2, dan 91

v v

‘ Naive Bayes ‘

tuning

split data

penggunaan
metode klasifikasi

Pengukuran
Akurasi, Presisi,

Recall, F1-Score

Hasil perbandingan

Gambar 1. Metodologi Penelitian

a. Pengumpulan Data

Pada tahap ini dilakukan pengumpulan data dan
informasi mengenai customer churn dan didapatkan
sebuah dataset publik yang diambil dari situs
Kaggle. Data tersebut adalah data telco customer
churn yang memiliki 21 atribut termasuk kelas data
atau label (churn dan not churn) dan memiliki 7043
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baris data dan terakhir diperbaharui tahun 2018.
Data tersebut digunakan untuk melakukan
klasifikasi apakah pelanggan berpotensi melakukan
churn atau tidak, atau untuk melakukan prediksi
perilaku pelanggan dalam upaya mengembangkan
program untuk mempertahankan pelanggan.

Dataset telco customer churn terdiri atas 21 atribut
termasuk  atribut  kelas atau label yang
direpresentasikan dengan CustomerlD, Gender,
SeniorCitizen, Partner, Dependents, Tenure,
PhoneService, MultipleLines, InternetService,
OnlineSecurity, OnlineBackup, DeviceProtection,
TechSupport, StreamingTV, StreamingMovies,
Contract, PaperlessBilling, PaymentMethod,
MonthlyCharges, TotalCharges, and Churn.

b.  Pra-Proses Data

Pra-proses data adalah tahapan dimana data akan
diproses untuk mengurangi noise dan kesalahan
data  sebelum proses selanjutnya.  Atribut
CustomerID dan Churn tidak digunakan dalam
proses ini karena CustomerlD adalah atribut ID
unik, sedangkan Churn adalah label. Adapun
tahapan proses pra-proses adalah:

a). Data Cleaning / Pembersihan data

Pada tahap ini, data secara manual dibersihkan
dari noise, missing value, dan atribut yang
tidak relevan menggunakan Microsoft Excel.
Setelah dilakukan pemeriksaan, ditemukan
bahwa terdapat 11 missing value dan O data
tidak relevan, semua missing value terdapat di
kolom TotalCharges. Karena jumlah missing
value kecil (0,001% dari total data atau
11/7043), keputusan diambil untuk
menghapus data dengan missing value.

b). Data Transformation / Transformasi data

Data diubah menjadi format yang sesuai
menggunakan ~ metode  binning  untuk
mengkonversi atribut numerik menjadi bentuk
nominal (Nguyen & Zucker, 2019). Pada
tahap ini, tiga atribut, Tenure,
MonthlyCharges, dan TotalCharges, yang
masih dalam bentuk numerik, diubah menjadi
data kategorikal ~menggunakan  metode
binning.

c). Data Selection / Seleksi data

Data yang relevan dipilih menggunakan
information gain untuk meminimalkan ukuran
data dan meningkatkan akurasi hasil data
mining (Hasibuan & Marji, 2019). Hasil
perhitungan gain informasi dapat dilihat pada
Tabel 1.

Tabel 1. Feature Sorting by IG Weight

No Atribut Information Gain
1 | Contract 0,141647
2 Tenure 0,0933796
3 | OnlineSecurity 0,0930946
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4 | TechSupport 0,0907063
5 InternetService 0,0799162
6 | OnlineBackup 0,0673147
7 PaymentMethod 0,0640887
8 | DeviceProtection 0,0631674
9 StreamingMovies 0,0460485
10 | StreamingTV 0,0458814
11 | MonthlyCharges 0,0365071
12 | PaperlessBilling 0,0275833
13 | TotalCharges 0,0246508
14 | Dependents 0,0205877
15 | Partner 0,0164224
16 | SeniorCitizen 0,0151954
17 | MultipleLines 0,0011518
18 | PhoneService 0,0000998
19 | Gender 0,0000527
Tabel 1 mengurutkan atribut berdasarkan

information gain, dengan Contract memiliki
nilai tertinggi dan Gender memiliki nilai
terendah. Untuk mengurangi dimensi data,
atribut dipilih berdasarkan threshold yang
ditetapkan pada 25%, 50%, 75%, dan 100%
dari nilai information gain tertinggi.

c.  Tuning Hyperparameter

Tuning adalah proses menguji  konfigurasi
hyperparameter yang ditentukan sebelum proses
pelatihan klasifikasi, hyperparamater yang akan
diuji akan didata dan ditentukan rentang yang akan
diuji.  Cross  validation digunakan  untuk
mengevaluasi konfigurasi tuning terhadap performa
model, konfigurasi tuning dengan performa terbaik
digunakan pada saat klasifikasi.

d. Pembagian Data

Setelah tahapan pra-proses dan tuning maka data
sudah siap digunakan dan dapat digunakan. Data
dibagi menjadi dua, pertama adalah dataset latih
untuk pelatihan model, dan dataset uji untuk
menguji performa metode CART dan Naive Bayes.
Pembagian rasio data ini dibagi menjadi tiga
skenario pembagian yaitu dataset latih 70%, 80%,
dan 90%.

e. Penggunaan Metode Klasifikasi

Algoritma pada penelitian ini adalah CART dan
Naive Bayes. Model-model dibangun menggunakan
dataset latih berlabel yang telah disiapkan.
Konfigurasi model telah ditentukan setelah
penyetelan hyperparameter. Model yang dihasilkan
oleh CART berupa pohon keputusan yang dapat
diinterpretasikan sebagai aturan, dan model yang
dihasilkan oleh Naive Bayes berupa tabel prioritas
dan likelihood untuk setiap atribut. Proses
pengujian model dilakukan menggunakan dataset
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uji yang tidak berlabel untuk menghasilkan hasil
prediksi.

f.  Pengukuran Akurasi

Pada tahap ini hasil prediksi dan data aktual
diproses  dalam  confusion  matrix  untuk
menghasilkan metrik akurasi, error, presisi, recall,
dan fl-score. Confusion Matrix digunakan untuk
menghitung akurasi dari hasil suatu klasifikasi.
Dataset penelitian ini memiliki dua buah label atau
kelas, yaitu kelas churn dan not churn. Maka
matriks yang akan terbentuk kurang lebih akan
menjadi seperti pada Tabel 2.

Tabel 2. Confusion Matrix

Kelas Aktual

Churn (1) | !Churn (0)

Kelas
Prediksi

Churn (1) TP FP

FN TN

IChurn (0)

2. PEMBAHASAN
2.1. Hyperparameter Tuning

Pada tahap ini dilakukan tuning terhadap
hyperparameter  di  kedua  metode, nilai
hyperparameter yang diujikan bersumber pada
penelitian-penelitian terdahulu dapat dilihat pada
Tabel 3.

Tabel 3. Tuning Parameter
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Metode | Hyperparameter Tuning Value
Naive Alpha/ 0 (no smoothing),
Bayes Smoothing Alpha | 0,1-0,9 ( lidstone
smoothing),
1 (laplace smoothing)
CART Min_sample_split | 1-40
Min_sample_leaf | 1-20
Pengujian konfigurasi tuning dilakukan

menggunakan fungsi GridSearchCV dan 10-fold
cross validation, sehingga hasil pencarian tuning
value terbaik dapat dilihat pada Gambar 2 untuk
CART dan 3 untuk Naive Bayes.

Best Parameters: {'min_samples_leaf': 2@,
Best Accuracy: 8.793

Gambar 2. Best Tuning Configuration - CART

Best Parameters: {'alpha’': @}
Best Accuracy: @.729

‘min_samples_split': 1}

Gambar 3. Best Tuning Configuration — Naive
Bayes

Gambar 2  menunjukkan CART  dengan
min_sample_leaf =20 dan min_samples_split =1
adalah hasil tuning terbaik, dan Gambar 3
menunjukkan Naive Bayes dengan nilai alpha = 0
adalah hasil tuning terbaik, sehingga nilai
hyperparameter  tersebut  digunakan  dalam
pengujian model selanjutnya.
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2.2. Skenario Pengujian

Skenario pengujian yang dilakukan pada penelitian
ini dapat dilihat pada Tabel 4, dimana dataset yang
digunakan berjumlah 4 dimana masing-masing
dataset memiliki jumlah fitur yang berbeda sesuai
dengan threshold dan urutan information gain yang
ditentukan.

Tabel 4. Dataset and Split Ratio Scenario

Dataset Rasio Split Dataset latih

25% feature (5) 70%, 80%, 90%

50% feature (10) 70%, 80%, 90%

75% feature (14) 70%, 80%, 90%

100% feature (19) 70%, 80%, 90%
Berdasarkan  Tabel 4, pengujian  model
menghasilkan 12 pengukuran akurasi, presisi,

recall, dan f1. Untuk gambaran pengujian scenario
dapat dilihat pada Gambar 4.
Hasil Klasifikasi &

Perhitungan Confussion
Matrix

SKENARIO FITURE
DATASET

SKENARIO PEMBAGIAN
DATA LATIH

Data Latih 70%
Data Latih 70%
Data Latih 70%

Gambar 4. Dataset and Split Ratio Scenario

Acc, Pre, Rec, F1

Dataset 25% feature

Acc, Pre, Rec, F1

Acc, Pre, Rec, F1

Acc, Pre, Rec, F1

Dataset 50% feature Ace, Pre, Ree, F1

Acc, Pre, Rec, F1

Acc, Pre, Rec, F1

Dataset 75% feature Acc, Pre, Rec, F1

Acc, Pre, Rec, F1

Dataset 100%
feature

Acc, Pre, Rec, F1

=
5
i)
o
e
z
8
2

Acc, Pre, Rec, F1

Untuk detail masing-masing scenario fiture dataset
dapat dilihat pada Tabel 5.

Tabel 5. Dataset Scenario Detail

Dataset Detail Fiture

25% fiture | Tenure, InternetService, OnlineSecurity,

TechSupport, Contract

50% fiture | Tenure, InternetService, OnlineSecurity,
OnlineBackup, DeviceProtection,
TechSupport, StreamingTV,
StreamingMovies, Contract,

PaymentMethod

75% fiture | Dependents, Tenure, InternetService,
OnlineSecurity, OnlineBackup,
DeviceProtection, TechSupport,
StreamingTV, StreamingMovies,
Contract, PaperlessBilling,
PaymentMethod, MonthlyCharges,
TotalCharges

100% fiture | Gender, SeniorCitizen, Partner,
Dependents, Tenure, PhoneService,
MultipleLines, InternetService,
OnlineSecurity, OnlineBackup,
DeviceProtection, TechSupport,
StreamingTV, StreamingMovies,
Contract, PaperlessBilling,
PaymentMethod, MonthlyCharges,
TotalCharges
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Perhitungan akurasi metode CART dan Naive
Bayes dilakukan menggunakan confusion matrix
yang persamaanya dapat dilihat pada Persamaan (7)
hingga (9). Perangkat lunak yang dibuat dapat
menampilkan confusion matrix dan perhitungan
untuk akurasi, error, presisi, recall dan f1-score.

2.3. Hasil Pengujian dan Perbandingan
a.  Akurasi

Akurasi adalah ukuran rasio hasil prediksi yang
benar (Churn & Tidak Churn) dengan keseluruhan
data.

Nilai akurasi juga dapat diinterpretasikan sebagai
sebarapa banyak pelanggan yang benar diprediksi
churn dan tidak churn dari keseluruhan pelanggan.

Tabel 6 menunjukkan akurasi rata-rata tertinggi
Naive Bayes berada pada rasio dataset latih 70%
pada semua skenario. Akurasi rata-rata tertinggi
Naive Bayes adalah 75,104% pada rasio dataset
latih 70% skenario 1, sedangkan akurasi rata-rata
CART adalah 79,616% pada rasio dataset latih 80%
skenario 2.

Selisih akurasi pembagian dataset latih tiap
skenario dataset dan rasio metode Naive Bayes
adalah 2,538% dan CART adalah 0,795%,
sedangkan selisih akurasi tertinggi antara metode
Naive Bayes dan CART adalah 4,511%.

Tabel 6. Accuracy Comparison
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Sken CART Naive Bayes
ario
Data | Train Train Train | Train | Train Train
set 70% 80% 90% 70% 80% 90%
1 78,84 | 78,87 | 78,82 | 7510 | 75,09 | 75,05
8341 704 1022 427 5949 6818
2 79,35 | 79,61 | 79,20 | 72,77 | 72,56 | 72,64
0711 621 4546 725 5744 2046
3 79,57 | 79,49 | 79,19 | 73,10 | 72,85 | 72,75
346 5379 034 427 0035 5682
4 79,21 | 79,40 | 79,40 | 73,07 | 72,82 | 72,75
3271 2985 341 109 8713 5682
b.  Presisi

Presisi adalah ukuran rasio prediksi yang benar
(positif) dengan seluruh hasil prediksi positif.

Nilai presisi juga dapat diinterpretasikan sebagai
dari sekian banyak pelanggan yang diprediksi
churn, seberapa banyak yang benar-benar
melakukan churn. Nilai presisi menggambarkan
seberapa handal model memprediksi kelas positif /
churn dengan tetap meminimalisir kesalahan
memprediksi kelas tidak churn menjadi churn
(False Positive). Semakin tinggi nilai presisi maka
semakin akurat model memprediksi kelas positif /
churn.

Tabel 7 menunjukkan nilai presisi rata-rata model
CART lebih tinggi dari model CART pada semua
skenario, sedangkan presisi rata-rata tertinggi Naive
Bayes berada pada rasio 70% pada semua skenario.
Presisi rata-rata tertinggi Naive Bayes adalah
52,212% pada rasio dataset latih 70% skenario 1,
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sedangkan presisi rata-rata tertinggi CART adalah
66,854% pada rasio dataset latih 80% skenario 1.

Selisih presisi pembagian dataset latih tiap skenario
dataset dan rasio metode Naive Bayes adalah
3,187% dan CART adalah 3,270%, sedangkan
selisih presisi tertinggi antara metode Naive Bayes
dan CART adalah 14,642%.

Tabel 7. Precision Comparison

Sken CART Naive Bayes
ario
Data Train Train Train Train Train Train
set 70% 80% 90% 70% 80% 90%
1 66,46 66,85 | 65,61 | 52,21 | 52,16 | 52,12
5951 479 8658 278 7783 1174
2 64,40 65,13 | 64,15 | 49,29 | 49,02 | 49,14
267 026 2231 014 5026 9708
3 64,80 64,41 | 63,67 | 49,66 | 49,34 | 49,26
426 5714 2544 467 0895 1194
4 64,41 64,21 | 63,58 | 49,62 | 49,31 | 49,25
964 0661 4399 816 45 2504
c. Recall

Recall adalah ukuran rasio prediksi benar (positif)
dengan keseluruhan data yang benar positif.

Nilai recall juga dapat diinterpretasikan sebagai dari
sekian banyak pelanggan yang melakukan churn,
seberapa banyak yang benar diprediksi churn. Nilai
recall menggambarkan sebarapa handal model
dalam mengidentifikasi kelas positif / churn,
semakin tinggi nilai recall maka semakin tinggi
kemampuan model untuk mengidentifikasi kelas
positif / churn pada data.

Tabel 8 menunjukkan nilai recall rata-rata model
Naive Bayes lebih tinggi dibandingkan nilai recall
rata-rata CART pada semua skenario dan rasio
dataset latih, nilai recall rata-rata tertinggi Naive
Bayes.berada pada rasio 90% pada semua skenario.
Recall rata-rata tertinggi Naive Bayes adalah
81,497% pada rasio dataset latih 90% skenario 2,
sedangkan presisi rata-rata tertinggi CART adalah
52,780% pada rasio dataset latih 90% skenario 4.

Selisih recall pembagian dataset latih tiap skenario
dataset dan rasio metode Naive Bayes adalah
5,561% dan CART adalah 11,229%, sedangkan
selisih recall tertinggi antara metode Naive Bayes
dan CART adalah 28,716%.

Tabel 8. Recall Comparison

Sken CART Naive Bayes
ario
Data | Train Train Train Train Train | Train
set 70% 80% 90% 70% 80% 90%
1 42,19 | 41,55 | 4342 | 76,07 | 7593 | 76,57
2511 0801 246 8432 5829 754
2 50,08 | 50,40 | 49,35 | 81,10 | 80,88 | 81,49
9127 107 8288 5169 2352 733
3 50,78 51,14 50,90 80,60 80,16 | 80,69
4313 973 9092 606 0426 519
4 49,12 | 50,96 | 52,78 | 79,98 | 79,70 | 80,05
6559 2568 075 2175 5882 348
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d. F1-Score

F1-Score adalah ukuran gabungan antara presisi
dan recall.

Nilai fl-score yang tinggi mengindikasikan
keseimbangan antara presisi dan recall yang berarti
hasil Klasifikasi dapat melakukan prediksi kelas
positif dengan akurat dan memiliki cangkupan
tinggi pada semua kelas positif aktual.

Tabel 9 menunjukkan nilai fl-score Naive Bayes
lebih tinggi dari CART pada semua skenario
dataset dan rasio pembagian dataset latih. F1-score
rata-rata tertinggi Naive Bayes adalah 62,004%
pada rasio dataset latih 90% skenario 1, sedangkan
presisi rata-rata tertinggi CART adalah 57,636%
pada rasio dataset latih 90% skenario 4.

Selisih fl-score pembagian dataset latih tiap
skenario dataset metode Naive Bayes adalah
1,079% dan CART adalah 6,557%, sedangkan
selisih fl-score tertinggi antara metode Naive
Bayes dan CART adalah 4,367%.

Tabel 9. F1-Score Comparison

Sken CART Naive Bayes
ario

Data Train Train Train | Train | Train Train
set 70% 80% 90% 70% 80% 90%
1 51,35 | 51,07 51,96 | 61,91 | 61,83 | 62,00
14 8908 76 055 5814 443
2 56,28 | 56,77 55,74 | 61,30 | 61,04 | 61,30
3308 532 0057 856 4533 4086
3 56,92 | 56,97 56,48 | 61,45 | 61,07 61,15
5144 458 8443 164 9349 9775
4 55,70 | 56,79 57,63 | 61,23 | 60,92 60,96
194 6774 669 937 5323 5573
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2.4. Analisa Hasil Pengujian dan Perbandingan

Berdasarkan hasil perhitungan dapat disimpulkan
bahwa model CART menghasilkan nilai akurasi
dan presisi lebih baik dibanding Naive Bayes,
dimana model CART dengan rasio dataset latih
80% memiliki nilai akurasi rata-rata sebesar
79,616% dan nilai presisi rata-rata sebesar
66,854%, sedangkan akurasi rata-rata tertinggi
untuk model Naive Bayes adalah 75,104% dan nilai
presisi rata-rata sebesar 52,212% dengan signifikasi
perbedaan akurasi sebesar 4,511% dan presisi
sebesar 14,64%.

Performa fl-score Naive Bayes mengungguli
performa f1-score CART, dengan fl-score tertinggi
Naive Bayes adalah 62,004% dan CART adalah
57,636%, kedua nilai f1-score tersebut berada pada
rasio dataset latih 90% dengan signifikasi
perbedaan f1-score sebesar 4,367%.

Nilai presisi dan recall menjadi penting untuk
memprediksi secara akurat dan tepat seberapa
banyak pelanggan yang berpotensi churn dan
mengurangi hasil prediksi potensi churn ketika
seharusnya pelanggan tidak berpotensi churn,
dengan adanya nilai f1-score memungkinkan untuk
menyeimbangkan nilai recall dan presisi dan
mendapatkan nilai terbaik dari keduanya.
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3. KESIMPULAN

Berdasarkan hasil uji coba terhadap metode Naive
Bayes dan CART, kesimpulan pertama yang dapat
ditarik adalah metode CART mengungguli metode
Naive Bayes berdasarkan akurasi dan presisi tiap
percobaan dan hasil dari akurasi dan presisi rata-
rata dari sepuluh percobaan. CART berhasil
mengungguli Naive Bayes berdasarkan hasil rata-
rata akurasi pada rasio 70%, 80% dan 90% dataset
latih.

Kesimpulan kedua adalalah metode Naive Bayes
mengungguli metode CART berdasarkan recall dan
fl-score tiap percobaan dan hasil dari recall dan f1-
score rata-rata dari sepuluh percobaan. Naive Bayes
berhasil mengungguli CART berdasarkan hasil
rata-rata recall dan fl-score pada rasio 70%, 80%
dan 90% dataset latih.

Nilai presisi dan recall menjadi penting untuk
memprediksi secara akurat dan tepat seberapa
banyak pelanggan yang berpotensi churn dan
mengurangi hasil prediksi potensi churn ketika
seharusnya pelanggan tidak berpotensi churn,
dengan adanya nilai f1-score memungkinkan untuk
menyeimbangkan nilai recall dan presisi dan
mendapatkan nilai terbaik dari keduanya.
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